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Künstliche Intelligenz in der
Neurointensivmedizin

Hintergrund

Künstliche Intelligenz (KI) verfolgt das
Ziel, eine Methode zu entwickeln, um
komplexe Sachverhalte auf Basis großer
Datenmengen zu erfassen und zu lösen.
Möglicherweise werden Computer da-
durch das Denken der Menschen erwei-
tern.

Als Grundlage für selbstlernende
KI bedarf es neben den Methoden des
maschinellen Lernens („supervised ma-
chine learning“, „unsupervised machine
learning“ und „reinforcement learning“,
. Abb. 1; . Tab. 1) folgender Punkte:
4 die Verfügbarkeit großer digital

gespeicherter Datenmengen [51]
sowie

4 die Entwicklung einer Hardware zur
Parallelisierung vonRechenprozessen
[13].

Das supervidierte maschinelle Lernen
(. Abb. 1a) beschreibt den Einsatz neu-
ronaler Netze oder anderer Algorithmen
zum Lernen von Zielwerten („targets“).
Diese populären Methoden werden ge-
nutzt, um medizinische Bilder (radiolo-
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Abb. 18Maschinelles Lernen undBeispiele für den klinischen Einsatz:a supervidiertesmaschinelles Lernen,b nichtsuper-
vidiertesmaschinelles Lernen, c bestärkendes Lernen

gisch [28], histopathologisch [20] oder
sonographisch [29]) zu analysieren und
mit einer Annotation (z.B. Befunde der
Bilder) zu trainieren. Klinische Einsätze
sind hier z. B. das direkte Erkennen von
Blutungen auf einer computertomogra-
phischen Abbildung des Kopfes [3] oder
bildmorphologischer Faktoren im Sinne
einerExpansioneinerzerebralenBlutung
[36] und die Einordnung histopatholo-
gischer (Schnellschnitt-)Präparate z.B.
bei der Klassifikation von Hirntumo-
ren während einer neurochirurgischen
Operation zur weiteren Entscheidungs-
findung der Operateure und damit zu
einer intraoperativen Konsequenz in
Echtzeit [20]. Weiter zeigt sich ein Vor-
teil bei der automatisierten Analyse
echokardiographischer Aufnahmen zur
Detektion pathologischer Befunde [29].

Das unsupervidierte maschinelle Ler-
nen (. Abb. 1b) dient dazu, große mul-
tidimensionale Datensätze lesbar zu
machen. Diese Methoden nehmen die
Daten, vergleichen die Abstände der
Datenpunkte zueinander in einem ma-
thematischenmultidimensionalenRaum
und erstellen auf Basis der Abstände ei-

ne zweidimensionale neue Abbildung.
DieseMethodik findet bereits eine breite
Anwendung im Bereich der Grundla-
genforschung, z. B. beimVergleich gene-
tischer Befunde gesunder und kranker
Populationen. Hierbei werden hochdi-
mensionale Gensequenzanalysen und
deren Expressionsprofile genutzt, um
sich ähnelnde Cluster innerhalb der Po-
pulation zu finden [55]. Ebenfalls dient
sie dazu, Muster aus hochfrequenten
Zeitseriendaten zu analysieren und die-
se dann als erneuten Input für weiteres
supervidiertes Lernen oder bestärkendes
Lernen zu nutzen [2, 26].

» Durch effektive KI-
Assistenzsysteme könnten
Kliniker entlastet werden

Eine weitere Methode des maschinellen
Lernens ist das bestärkende Lernen („re-
inforcement learning“, . Abb. 1c). Hier-
bei handelt es sichumeinen selbstlernen-
den Algorithmus (Agent), dem im Ver-
gleich zu den oben genanntenMethoden
zunächst kein Datensatz als Grundlage
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Tab. 1 Maschinelles Lernen undBeispiele für den klinischen Einsatz
Supervidiertes
maschinelles Lernen

Nichtsupervidiertes
maschinelles Lernen

Bestärkendes Lernen –
„reinforcement learning“

Definition Selbst optimierender Al-
gorithmus hinsichtlich
vorgegebener Eingangs-
werte und ebenfalls vor-
gegebener Zielwerte, mit
der Absicht die Zielwerte
bestmöglich vorherzusa-
gen

Eingangswerte werden
selbst benutzt, um unter-
einander Zusammenhän-
ge zu finden

Ein Agent (Algorithmus)
lernt selbstständig Ent-
scheidungen anhand von
Belohnungen (Bestärkun-
gen, Gesetzen), um über
eine optimale Strategie
die meiste Belohnung zu
erhalten

Beispiele
Methoden

– „Decision trees“: XG-
Boost, „random forrest“

– „Convolutional neural
network“ (CNN)

– Rekurrente neuronale
Netzwerke (RNN)

– K-NN („k nearest neigh-
bors“)

– „Principal component
analysis“ (PCA)

– „t-Distributed stocha-
stic neighbor embed-
ding“ (tSNE)

– Autoencoder
– „Uniform manifold

approximation and
projection“ (UMAP)

– „Deep reinforcement
learning“

– „Supervised reinforce-
ment learning“

Potenzieller
Einsatz in
der Klinik

– Analyse klinischer
Bildern, Videos z. B.
CT, MRT, Sonographie,
Histopathologie

– Interpretation klini-
scher Zeitserien z.B.:
EKG, EEG, hochfrequen-
te Daten

– Explorative Analysen

Detektion von Mustern
– Komprimierung von

Daten

Feature-Extraktion hoch-
frequenter Daten

– Optimierungmedika-
mentöser Therapien

– „Decision support“

CT Computertomographie, EEG Elektroenzephalographie, EKG Elektrokardiographie,MRTMagnetreso-
nanztomographie

dient. In einem simulativen Setting testet
der Agent seine Entscheidung in Bezug
auf die Umgebung („environment“). Das
Ergebnis („target“/Outcome) wird durch
Strategieanpassung optimiert. Diese Al-
gorithmensindz.B. inderLage,bekannte
Onlinespiele zu trainieren und komple-
xe Spielzüge so zu optimieren, dass sie
annähernd unschlagbar werden [52].

Bestärkendes Lernen ist eine Metho-
de, die noch wenig auf therapeutische
Maßnahmen der Medizin angewendet
wird.EinvielversprechenderAnsatzzeig-
te durch das „reinforcement learning“
eine potenzielle Verbesserung der Sep-
sistherapie, durch die Optimierung der
individuellen Volumen- und Katechola-
mintherapie [26].

Das Potenzial dieser Technologie
kann jedoch erst dann wirklich genutzt
werden, wenn mehr klinische Daten
zentral gespeichert werden und auch
mitunter live zur Verfügung stehen. Die
Interoperabilität der Daten ist dafür ent-
scheidend, also die Möglichkeit, Daten

aus verschiedenen klinischen Informati-
onssystemen kompatibel zu machen, um
sie zentral in anonymisierter Form abzu-
speichern und für KI-basierte Analysen
zur Verfügung zu stellen.

Die damit zwingend verbundene
Diskussion über ethische und daten-
schutzrechtliche Grenzen muss geführt
werden.Dem hohenGut, dass durch die-
se Technologie Behandlungen verbessert
werdenkönnen, stehenderzeitzumeinen
technologische Limitationen gegenüber
(v. a. der geringe Digitalisierungsgrad
deutscher Krankenhäuser), zum ande-
ren rechtliche Einschränkungen, so z. B.
die Frage, ab wann Daten wirklich als
vollständig anonymisiert („double de-
identified“) gelten und damit auch mit
einiger krimineller Energie nicht auf in-
dividuelle Patienten zurückbezogenwer-
den können. Weiter ergibt sich dadurch
auch ein Automatisierungsprozess mit
nicht zu unterschätzenden strukturellen
Veränderungen und Veränderungen der
Arbeitsweise im Krankenhaus.

Hervorzuheben ist, dass es nach unse-
rem jetzigen Verständnis in derMedizin,
im Gegensatz zum autonomen Autofah-
ren, nicht um eine autonome Behand-
lung geht. Vielmehr handelt es sich um
eine KI-assistierte Optimierung derThe-
rapie, mit dem Ziel der Fehlerreduktion
durch individuell ausgewertete und auf-
bereitete Daten [51]. Durch effektive KI-
Assistenzsysteme könnten Kliniker zeit-
lich entlastet werden, um dadurch mehr
Zeit für die direkte Betreuung der Pati-
enten zu gewinnen. Prospektive Studien,
die zeigen, dass eine klinische Assistenz
mittels KI einen Vorteil für den Patien-
ten oder das behandelnde Team bringen,
sind aktuell noch kaum vorhanden und
sollten frühzeitig in den Mittelpunkt der
klinischenKI-Forschunggestelltwerden.

KI für den neurologisch
schwerkranken Patienten –
Beispiel Schlaganfall

Die Integration von KI in das klinisch-
ambulante oder prästationäre Setting
kann den Behandlungsansatz von Pati-
enten beeinflussen. Insbesondere Men-
schen mit einem Risikoprofil oder chro-
nisch kranke Patienten werden in der
Lage sein, mittels Smart-Devices ihren
Gesundheitszustand im Alltag besser
beurteilen zu können. Anhand einer
frühzeitigen Detektion von Risikopa-
rametern kann auf potenzielle Notfälle
besser reagiert werden (. Abb. 2).

Meist besteht bei Schlaganfallpatien-
ten ein erhöhtes vaskuläres Risikopro-
fil. Eine automatisierte Erkennung von
z. B. Vorhofflimmernmittels Smartwatch
kann Patienten mit einem erhöhten Ri-
siko für zerebrovaskuläre Erkrankungen
frühzeitig identifizieren [37]. Auch über
die Analyse der Retina [39] noch asym-
ptomatischer Patienten kann eine Vor-
hersage für das Risiko eines akut zere-
bralen Ereignisses getroffen werden. Ei-
ne App ermöglicht es dem Patienten,
sein persönliches Schlaganfallrisiko zu
ermitteln [27]. Diese bietet basierend auf
den Ergebnissen prophylaktische Ansät-
ze, um die Inzidenz von Schlaganfällen
zu verringern. Ein weiterer Ansatz wä-
re auch,mildeSchlaganfallsymptomewie
eine verwaschene Sprache [14] oder auch
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Hier steht eine Anzeige.
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eine faziale Asymmetrie KI-assistiert zu
detektieren [16].

Insbesondere in ihrer Mobilität ein-
geschränkte Patienten können von der
automatisierten Detektion von Stürzen
profitieren [7, 30] oder auch von der
automatisierten Detektion von Unfällen
in einer städtischen Umgebung mittels
Smartphone [5].

Ein weiteres Anwendungsbeispiel:
Ein Patient, der in die Notaufnahme
einer Klinik kommt, wird durch ei-
ne automatisierte Triage, welche zuvor
Muster von über 230.000 Patienten mit
entsprechenden Symptomen einer Ver-
dachtsdiagnose gelernt hat, beurteilt.
Auf Grundlage dessen soll die Schwe-
re der akuten Erkrankung [22] und
auch eine nötige stationäre Aufnahme
vorhergesagt werden [21]. In unserem
Beispiel des Schlaganfallpatienten kann
die KI-basierte Empfehlung zur schnel-
len Bildgebung und auch die Ermittlung
von Parametern für eine weiterführende
Versorgung therapiebeeinflussend sein.
Hier reicht das Spektrum von der au-
tomatisierten Detektion intrakranieller
Blutungen [4, 49], der Berechnung des
Alberta Stroke Programme Early CT
Scores (ASPECTS; [33]) bis hin zur
direkten Detektion von Schlaganfällen
[12]. Eine Verlegung von intubierten
oder postinterventionellen Patienten auf
die neurologische Intensivstation bie-
tet weitere Möglichkeiten des Einsatzes
maschinellen Lernens.

KI in der Intensivmedizin

DieHerausforderung bei schwerkranken
Patienten auf Intensivstationen liegt vor
allem in der Dynamik des Krankheits-
verlaufes. Patienten, die auf einer Inten-
sivstation behandelt werden, versterben
mit einer höherenWahrscheinlichkeit als
in anderen Bereichen der Medizin. Um
minimaleVeränderungenzudetektieren,
ist aktuell ein umfangreichesMonitoring
notwendig. Erst bei Über- oder Unter-
schreiten definierter Alarmgrenzen wird
über die Verschlechterung des Zustan-
desdesPatienteninformiert.Häufigeund
unspezifische Alarme führen beim Per-
sonal zu einer Fatigue und reduzieren die
Bereitschaft dem Alarm nachzugehen.
Die Anwendung von KI könnte mehrere
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Künstliche Intelligenz in der Neurointensivmedizin

Zusammenfassung
Die Methoden der künstlichen Intelligenz (KI)
halten Einzug in die Medizin. Die KI-assistierte
Medizin ist die Zukunft, die es mitzugestalten
gilt. Insbesondere supervidiertes, unsuper-
vidiertes und bestärkendes Lernen werden
als Methoden eine zentrale Rolle einnehmen.
In der Intensivmedizin werden schwerkranke
Patientenmit einem aufwendigenMonitoring
versehen, um auf Veränderungen schnell
zu reagieren. Diese Daten können genutzt
werden, um Vorhersagemodelle zu trainieren
und somit in der Lage zu sein, früher auf
Veränderungen zu reagieren. Für das Training
von Modellen werden große Datensätze
benötigt. Eine Validierung der Modelle
sollte an externen und unabhängigen
Kohorten erfolgen. Prospektive Studien mit
KI-Assistenz müssen zeigen, dass sie einen
Vorteil für Patienten bringen. Wir stellen
die wichtigsten Ressourcen anonymisierter
Patientendaten zur Open-source-Nutzung
für die KI-Forschung in der Intensivmedizin
vor. Der Fokus liegt auf den neurologischen

Krankheitsbildern auf der Intensivstation,
daher geben wir eine Übersicht über
bestehende Modelle zur Prädiktion von
Outcome, Vasospasmen, intrakraniellem
Druck und Bewusstsein. Um die Vorteile der
KI in der Routine zu nutzen, werden weitere
Modelle mit noch größeren Datensätzen
benötigt. Internationale Kooperationen sind
dafür zwingend notwendig. Die Validierung
und ständige Überprüfung der Modelle
wird eine Kernaufgabe der universitären
Medizin sein, da diese Modelle sich während
der Nutzung verändern können oder auch
während des Trainings ein Bias entstehen
kann. Ein konsequentes Engagement in der
KI-Forschung ist nicht nur für die deutsche
Universitätsmedizin, sondern auch für den
Wirtschaftsstandort Deutschland wichtig.

Schlüsselwörter
Neurologie · Maschinelles Lernen ·
Schlaganfall · Koma · Sedierung

Artificial intelligence in neurocritical care

Abstract
Artificial intelligence (AI) has been introduced
into medicine and an AI-assisted medicine
will be the future that we should help to
shape. In particular, supervised, unsupervised,
and reinforcement learning will be the main
methods to play a role in the implementation
of AI. Severely ill patients admitted to the
intensive care unit (ICU) are closely monitored
in order to be able to quickly respond to any
changes. These monitoring data can be used
to train AI models to predict critical phases in
advance, making an earlier reaction possible.
To achieve this a large amount of clinical data
are needed in order to train models and an
external validation on independent cohorts
should take place. Prospective studies with
treatment of patients admitted to the ICU
with AI assistance should show that they
provide a benefit for patients. We present
the most important resources from de-
identified (anonymized) patient data on
open-source use for AI research in intensive

care medicine. The focus is on neurological
diseases in the ICU, therefore, we provide an
overview of existingmodels for prediction of
outcome, vasospasms, intracranial pressure
and levels of consciousness. To introduce
the advantages of AI in the clinical routine,
more AI-based models with larger datasets
will be needed. To achieve this international
cooperation is absolutely necessary. Clinical
centers associated with universities are
needed to provide a constant validation of
appliedmodels as these models can change
during use or a bias can develop during the
training. A strong commitment to AI research
is important for Germany, not only with
respect to academic achievements but also in
the light of a rapidly growing influence of AI
on the economy.

Keywords
Neurology · Machine learning · Stroke · Coma ·
Sedation
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Abb. 28AI(„artificial intelligence“)-assistierter Verlauf eines neurologisch kritisch kranken Patienten (Skizze). (Bildmaterial
mit freundlicher Genehmigung von Freepik/designedbymacrovector, www.freepik.com)

Stunden im Voraus eine Zustandsände-
rung ermitteln und eine Prognose über
denVerlauf erstellen.Dieser Ansatz wäre
somit spezifischer als die der Beurteilung
der direkten Alarme [24], weil durch die
KI Erfahrungswissen unermüdlich mit
ins Kalkül gezogen wird.

DerEinsatzvonKIaufder Intensivsta-
tion ist der erste Bereich in der Medizin,
bei dem anhand vieler vorhandener Da-
tenModelle trainiertwerdenkönnen, um
einen möglichen Einsatz in einer Echt-
zeitumgebung zu erproben. Hierzu wur-
den in den letzten Jahren der Forschung
zunehmend mehr Daten anonymisiert
zur Verfügung gestellt („open source“).
Es sind insbesondere drei große Daten-
banken mit unterschiedlich vielen retro-
spektiv erfassten Patienten zu nennen.

» MIMIC ist einederwichtigsten
Referenzdatenbanken zur
Entwicklung von KI in der
Intensivmedizin

Die mittlerweile in der 4. Version vor-
liegende MIMIC(„Medical Information
MartforIntensiveCare“)-Datenbank[25,
44] wird durch das Massachusetts Insti-
tute of Technology auf PhysioNet.org zur
Verfügung gestellt [15]. Sie enthält mo-
nozentrische Daten von 53.423 Patien-
ten, die im Beth Israel Deaconess Medi-
cal Center in Boston behandelt wurden.

Diese Datenbank ist eine der wichtigs-
ten öffentlich zur Verfügung stehenden
Quellen für das maschinelle Lernen. In
der aktuellen Version und Erweiterung
mit wellenförmigen Daten und Thorax-
röntgenbildern ist sie eine der wichtigs-
ten Referenzdatenbanken zur Entwick-
lung von KI in der Intensivmedizin.

Ebenfalls aus den USA existiert die
umfangreichere eICU(Electronic Inten-
sive Care Unit Collaborative Research)-
Datenbank von über 335 Intensivsta-
tionen mit insgesamt 139.000 Patienten
[38].Und zuletztwurde dieHiRID(„high
time-resolution ICU dataset“)-Daten-
bank aus der Schweiz publiziert ([24];
n= 55.602, ca. 10.000 neurologische Pa-
tienten).

DieseDatenbankendienenalsGrund-
lage für die Entwicklung verschiedenster
Modelle zum Trainieren von Prädikti-
onsmodellen für den klinischen Einsatz.

Die MIMIC- und die eICU-Daten-
bank wurden z. B. genutzt, um einen
künstlichen Behandler für die Sepsis-
therapie zu trainieren. Für das Training
kamen zunächst die hochaufgelösten
MIMIC-Daten zum Einsatz, um dann
als Testdatensatz die eICU-Datenbank
zu nutzen [26]. Der künstliche Arzt hatte
für eine unbekannte Kohorte Prädiktio-
nen für die Therapie der Sepsis geliefert.
Es zeigte sich, dass Patienten, deren
behandelnde Ärzte sich retrospektiv am
nähesten an die Therapieempfehlungen
des künstlichen Arztes gehalten hatten,

mit der höchsten Wahrscheinlichkeit
überlebt haben. Die neue Behandlungs-
strategie des künstlichen Arztes, im
Vergleich zu den Klinikern, unterschied
sich in einer früheren und erhöhten
Gabe von Vasopressoren und insgesamt
geringeren Volumendosis. Der Vorteil ist
jedoch darüber hinaus eine individuell
angepasste Behandlungsstrategie.

Neben der Sepsis ist das akute Nie-
ren- und Kreislaufversagen ein großer
Risikofaktor füreinenkompliziertenVer-
lauf des Patienten auf der Intensivstation.
AuchhierwurdeanhandderMIMIC-Da-
tenbankmittelsKI einModell entwickelt,
um ein Nierenversagen früh und sicher
vorherzusagen [54, 56]. An den Daten
aus Zürich (HiRID ) wurde ein Modell
trainiert, welches im Vergleich zu den
Alarmgrenzen eine zuverlässigere Vor-
hersage von Kreislaufversagen generiert.
Nebenbei bemerkt, hatte das Modell für
dieVorhersage vonKreislaufversagendie
größten Schwierigkeiten mit neurologi-
schen Patienten [24].

KI in der neurologischen
Intensivmedizin

Patienten, die auf der Neurointensivsta-
tion behandelt werden, leiden meist an
akuten Erkrankungen. Hierzu zählen am
häufigsten traumatische Hirnverletzun-
gen, Blutungen (intrazerebrale, subdura-
le und Subarachnoidalblutung), maligne
Schlaganfälle, epileptische Serien oder
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Abb. 39Über-
sicht neurologische
Intensivmedizin.
EVD externe Ventri-
keldrainage, ICP „in-
tracranial pressure“.
(Bildmaterialmit
freundlicher Ge-
nehmigung von
Freepik/designed
bymacrovector,
www.freepik.com)

der Status epilepticus sowie ausgepräg-
te periphere Nervenschädigungen, wie
Querschnittssyndrome oder das Guil-
lain-Barré-Syndrom (. Abb. 3). Diese
Patienten erhalten ein kontinuierliches
Monitoring unterschiedlichster Parame-
ter, diverse Medikamente und werden
bei Bedarf interventionell behandelt
(insbesondere neuroradiologisch und
neurochirurgisch). Die Menge an he-
terogenen Daten und Informationen
können als Input zum Trainieren von
Prädiktionsmodellen genutzt werden.
Potenzielle „targets“ können unabhängig
vom Input definiert werden und sollten
entscheidend für den Behandlungserfolg
auf der neurologischen Intensivstation
sein (. Abb. 4).

Bewusstsein und Koma

Koma und irreversible Hirnschäden
stellen die Behandelnden ständig vor
neue Herausforderungen. Es ist wichtig,
Patienten zu erfassen, bei denen trotz
fehlender klinischer Hinweise Zeichen
für bewusste Wahrnehmung vorhanden
sind. Die Methoden der KI können hier
in Korrelation mit elektroenzephalogra-
phischen (EEG-)Aufzeichnungenhelfen.
Zur Planung einer prospektiven Studie

mit bewusstlosen Patienten wurde ein
Model zur maschinellen Mustererken-
nung („support vector machine“ [SVM])
an gesunden Probanden trainiert, um
anhandvonEEG-DatenbestimmteKom-
mandos zu erlernen. In der prospektiven
Studiemit über 100 Patienten gab es 15%
Patienten, bei denen keine motorische
Antwort auf Kommandos ersichtlich
war. Das SVM-Modell konnte jedoch
anhand von EEG-Mustern eine Antwort
detektieren. Auch wenn es einen Hin-
weis dafür gab, dass diese Patienten einen
besseren Glascow Outcome Scale Exten-
ded (GOS-E) nach 12 Monaten hatten,
bedarf es sicherlich einer erweiterten
Studie, um diese kognitiv-motorische
Dissoziation zu beurteilen [10].

Ebenfalls konnte mittels kontinu-
ierlichem EEG bei 195 Patienten in
einer Kombination aus einem „convo-
lutional neuronal network“ (CNN) und
einem rekurrenten neuronalen Netz-
werk (RNN) eine ähnliche Genauigkeit
wie mit der Richmond Agitation-Seda-
tion Scale (RASS) und der Confusion
Assessment Method for the Intensive
Care Unit (CAM-ICU) zur Beurteilung
des Bewusstseins vorhergesagt werden.
Dies entsprach der Einschätzung des
klinischen Personals mit einer Überein-
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- Bewegungs-
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Abb. 48Möglicher Einsatz von „artificial in-
telligence“ (AI) in der Neurointensivmedizin
(Beispiel). CT Computertomographie,CTACT-
Angiographie, EEG Elektroenzephalographie,
EKG Elektrokardiographie,MEPmotorisch evo-
zierte Potenziale,MRTMagnetresonanztomo-
graphie, SEP somatosensibel evozierten Poten-
ziale

stimmung (gemessen als „area under
the curve“ [AUC]) von 0.83 für RASS
und 0.80 für CAM-ICU. Hier zeigte die
Kombination aus CNN und RNN ein
besseres Resultat als eines der Modelle
alleine [48]. Die AUC wird hier von ei-
ner sog.ROC-Kurve („receiveroperating
characteristics“) berechnet. Dies ist eine
übliche Darstellung der Sensitivität auf
der y-Achse und der 1-Spezifität auf der
x-Achse (. Tab. 2 – Training). Je höher
die AUC-ROC ist, desto geringer sind
die Klassifikationsfehler (falsch-negativ
und falsch-positiv).

Sedierungstiefe

Um die Tiefe einer Narkose zu bestim-
men, stehen aktuell verschiedene kom-
merzielleLösungenzurVerfügung.Diese
haben jedochEinschränkungenbeimkli-
nischen Einsatz. Sie sind nur für Patien-
ten in einembestimmtenAltersspektrum
und für spezifischeNarkosen zugelassen.
Daher werden neue Prozessoren vorge-
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schlagen, die mit Hilfe von sechs Kur-
vencharakteristika auseinemkontinuier-
lichen Single-channel-EEG Vorhersagen
zur Sedierungstiefe treffen können. Hier
wurden verschiedene Feature-Kombina-
tionen verglichen und einDecision-tree-
Modell benutzt, um eine Klassifikation
von vier verschiedenen Stufen der Se-
dierungstiefe durchzuführen. Dies wur-
de an 75 Patienten mit einer Genauig-
keit von 92,8% prospektiv evaluiert. Die-
se Ergebnisse wurden zusammen mit ei-
ner On-Chip-Architektur (CMOS) vor-
geschlagen, welche als tragbarer Sensor
eingesetzt werden kann [43].

Vasospasmen und verzögerte
Schlaganfälle

Patienten mit einer subarachnoida-
len Blutung (SAB) können verzögerte
Schlaganfälle entwickeln, welche sich
maßgeblich auf das Outcome auswirken
[11, 31, 45]. Das Auftreten von Schlag-
anfällen kann mit der Entwicklung von
Vasospasmen zusammenhängen. Neben
der endovaskulären und chirurgischen
Akutintervention ist die vorherige Bild-
gebung entscheidend. Native Computer-
tomographien (CT) des Kopfes können
durch schnelle Auswertung mit „deep
learning“ zur Erkennung von Blutungen
und Frakturen dienen. Dies wurde an-
hand der Analyse von 313.318 nativen
Kopf-CTs gezeigt. SABs konnten neben
anderen Pathologien mit einer AUC-
ROC von 0,90 klassifiziert werden [9].

Auf der Intensivstation werden neben
neurologischen Untersuchungen, inva-
sivem Monitoring und auch regelmä-
ßig transkranielle Dopplersonographien
(TCD) durchgeführt. Maschinelles Ler-
nen wurde hier benutzt, um mit diesen
Parametern das Outcome (GOS-E) und
die modifizierte Rankin-Skala (mRS)
6 Monate nach einer SAB vorherzusa-
gen. Es konnte mittels „decision tree“
und logistischer Regression eine AUC-
ROC von 0,86 (2 Kohorten: n= 411 und
n= 193; [50]) und mittels „random for-
rest“ eine „accuracy“ von 84,4% erreicht
werden [42].

Eine weitere Studie mit 333 Pati-
enten zeigte mittels „random forrest“
eine AUC-ROC von 0,91. Verschiedene
Laborparameter und auch bildmorpho-

logische Blutungsattribute konnten hier
einen Einfluss auf die Verbesserung der
Klassifizierung zeigen [53].Weitere Bild-
gebungsmodalitäten wie die Perfusions-
CT, die Magnetresonanztomographie
(MRT) oder die digitale Subtraktionsan-
giographie (DSA) werden zur Verlaufs-
kontrolle bei SAB-Patientenangewendet.
Die 3-D-Rekonstruktion der Gefäße aus
dem Datensatz der DSA von 25 SAB-
Patienten am 1. und 7. Tag wurden ver-
wendet, um das Modell basierend auf
dem k-mean-Clustering zu trainieren.
Dieses konnte mit einer AUC-ROC von
0,93 Vasospasmen vorhersagen [6].

Darüber hinaus wurde maschinelles
Lernen angewandt, um den Einfluss me-
teorologischer Faktoren auf die Auftre-
tenswahrscheinlichkeit einerSABzumo-
dellieren [47]. Ein signifikantes Ergebnis
konnte die Studie nicht zeigen.

Intrakranieller Druck

Blutungen, Traumata und Schlaganfälle
können eine Erhöhung des intrakraniel-
len Druckes verursachen und ein invasi-
vesHirndruckmonitoringmittelsDruck-
sonde (ICP-Sonde) oder externerVentri-
keldrainage (EVD) notwendig machen.
Ebenfalls können entlastende operative
Maßnahmen entscheidend für das neu-
rologische Outcome sein. Langanhalten-
de hypertone Krisen sollten vermieden
werden.

Im Allgemeinen wird angenommen,
dass durch eine tiefe Sedierung der zere-
brale Stoffwechselheruntergefahrenwer-
den kann. Infusionen einer kolloidalen
oderhypertonenKochsalzlösungkönnen
kurzfristig dem Gewebe Wasser entzie-
hen, um ebenfalls demHirndruck entge-
genzuwirken. Die Studienlage zur Sedie-
rung und auch zu onkotisch wirksamen
Therapien ist gering und zeigt mitunter
keine Verbesserung des Outcomes [1].
Entsprechend der Genese verhält sich
die Dynamik des Hirndruckes: Patien-
tenmit intrazerebralen Blutungen entwi-
ckeln verzögert ein Ödem, welches sich
über 3 Wochen manifestieren kann [1].
Schlaganfall- oder Traumapatienten zei-
gen eine Ödembildung innerhalb einer
Woche mit einer fulminanteren Dyna-
mik; Patienten, die Mischbilder aufwei-

sen,können inStudienmituntergarnicht
abgebildet werden.

» Mit Hirndruck-, Blutdruck-
und EKG-Daten wird die
Vorhersage intrakranieller
Druckerhöhungen trainiert

Prädiktionsmodelle können helfen, die-
se Einflussfaktoren anhand vorhandener
Daten individuell zu bestimmen. Daten
des invasiven Hirndruckmonitorings
werden zusammen mit Blutdruck und
Elektrokardiographie (EKG) in hoher
Abtastrate genutzt, um Modelle für die
Vorhersage intrakranieller Druckerhö-
hungen zu trainieren. Hier kommen die
vorher erwähnten MIMIC-Datensätze
zum Einsatz, um an Daten von 100 bis
120 Patienten mit einer Abtastrate von
50Hz Vorhersagen zu tätigen. Es gelang
mit bis zu einer AUC-ROC von 0,87,
innerhalb von 6 h vor der hypertensiven
Phase diese vorherzusagen [23, 34, 35].

Auch höhere Frequenzen können mit
neuronalen Netzen und Autoencodern
klassifiziert werden (400-Hz-Abtastrate,
n= 60; [40]). Bei diesen wellenförmi-
gen Daten besteht das Problem, dass
aufgrund der Menge nicht alle Daten
gleichzeitig genutzt werden können und
es sich meistens um kleine Patientenko-
hortenhandelt.Daherberuhteinweiterer
Ansatz auf der Präprozessierung hoch-
frequenter Daten und der Extraktion
von Kurvencharakteristika, welche zum
Training der Modelle genutzt werden.
Hier werdenmit einer weiterenMethode
zur Klassifizierung, des „boosted decisi-
on tree“, eine AUC-ROC von über 0,93
erreicht, um eine hypertensive Phase
in den nächsten 30min vorherzusagen
(n= 37,Monocenterstudie, keine externe
Validierung; [19, 46]). Eine Multicen-
terstudie mit drei Patientenkohorten
zeigte eine gute Transition der Modelle
der Originalstudie hin zu einer zweiten
erwachsenen Validierungskohorte und
eine etwas schlechtere Transition bei
einer pädiatrischen Kohorte (0,85 hin zu
0,79). Es handelt sich um eine minutiöse
Auflösung der üblichen hochfrequen-
ten Daten zusammen mit klinischen
Informationen (z.B. Pupillenreaktion,
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Tab. 2 Prädiktion des intrakraniellenDruckesmit rekurrentenneuronalenModellen

Datenextraktion Präprozessierung Training Evaluation Interpretation

Erkennen von Ausreißern

Standardisierung

Einschlusskriterien
– Behandlung auf

einer Neurointen-
sivstation

– Invasive intrakraniel-
le Druckmessung

Imputation

Trainingsset
(75% der Patien-
ten)
Matching für:
– Outcome
– Geschlecht

Testset
(25% der Patienten)

GradientenbasierteMethoden zur
Analyse der Inputgewichte

„Area under the curve“ (AUC) von:
„Reciever operater curve“ (ROC)
(Sensitivität vs. 1-Spezifität)

Extraktion der wichtigsten Inputs zur
Klassifikation kurzer und langer ICP-
Krisen

Datenbanken
Interne
– UKE (n= 1392)

Öffentlich
– MIMIC (n= 978)
– eICU (n= 1465)

Definition der Targets
ICP größer als 21mmHg in
3h
– Kurze Phase unter 2h
– Lange Phasen über 2h

Cross-Validation
(20% des Trai-
ningsset)

„Precision-recall diagramm“
(„Recall“= Sensitivität Genauig-
keit= positiver Vorhersagewert)

Analyse der Input-Wichtung über
den gesamten Intensivaufenthalt

ICP „intracranial pressure“, eICU Electronic Intensive Care Unit,MIMICMedical Information Mart for Intensive Care, UKE Universitätsklinikum Hamburg-Eppen-
dorf

Glascow Coma Scale; [17, 18]). Eben-
falls wurden CT-Bilder genutzt, um mit
einer „support vector machine“ hyper-
tensive Phasen vorherzusagen, wobei
eine Genauigkeit von 70,2% erreicht
wurde (Studie: n= 17 und insgesamt
56 CTs; [8]).

Bei einer umfangreichen schwedi-
schen Kohorte von Traumapatienten
(n= 472, Multicenterstudie) wurden
14 Variablen genutzt, um ein dyna-
misches Modell mit verschiedenen Zeit-
blöcken mittels logistischer Regression
zu trainieren. An Tag 5 konnte eine Prä-
diktion einer 30-Tages-Mortalität von
87% im Vergleich zu Tag 1 mit 67%
ermittelt werden [41]. Die Stärke die-
ser Modelle ist, dass sie auf größeren
Kohorten beruhen. Trotzdem wird eine
Transition in die echteWelt nurmit noch
größeren Modellen und mehr externer
Validierung möglich sein.

Eigene Arbeiten

Wir konzentrieren uns auf die Analy-
se von Patienten mit invasivem Hirn-
druckmonitoring auf der Intensivstati-
on. Eine Kohorte der letzten 10 Jahre der
NeurointensivstationdesUniversitätskli-
nikumsHamburg-Eppendorf (UKE) von
über 1400 Patienten, wurde zumTrainie-
ren rekurrenter neuronaler Netze („long
short time memory“) genutzt. Es gelang
mit einer AUC-ROC von 0,95 kritische
Phasen 3 Stunden vor Entstehung vor-
herzusagen, die kurz (<= 2h) oder lang-
anhaltend (>2h) waren. Hier war es we-
sentlicheinfacher fürdasModell, langan-

haltende Phasen vorherzusagen. Eben-
falls konnten wir, mit akzeptablem mitt-
lerem Fehler den intrakraniellen Druck
(ICP) vorhersagen, ohne diesenWert zu-
vor als Input genutzt zu haben. DieseDa-
ten haben wir mit den erwähnten exter-
nen Datenbanken (MIMIC und eICU)
evaluiert. Insgesamt waren es ca. 2400
Patienten mit invasivem Hirndruckmo-
nitoring innerhalb der externen Daten-
banken. Einen großen Wert haben wir
dabei auf die klinische Interpretierbar-
keit gelegt (. Tab. 2).

Aussicht

Aktuell gibt es wenig prospektive klini-
sche Studien zur Anwendung von KI
(. Tab. 3). Einer Studie gelang es, im
Rahmen der Sepsisprädikation einen Al-
gorithmus des maschinellen Lernens zu
nutzen, um eine Sepsis in den nächs-
ten 4 h vorherzusagen. Es wurde eine
randomisierte Studie an 142 Patienten
durchgeführt, bei der 67 Patienten mit-
tels Algorithmus überwacht wurden. Die
Aufenthaltsdauer auf der Intensivstation,
der gesamte Krankenhausaufenthalt und
die Mortalität waren in der Interventi-
onsgruppe signifikant reduziert [24].

Auf der neurologischen Intensivstati-
on können die vorgestellten Modelle zur
Vorhersage von Hirndruck, Vasospas-
men, Bewusstsein oder Outcome in der
Zukunft eine große Unterstützung leis-
ten. Die jetzt schon bestehendenModelle
müssen im klinischen Einsatz zeigen,
dass Sie einen Vorteil für den Patienten
bringen. Es bedarf der weiteren Ent-

wicklung von KI basierenden Modellen,
um die unterschiedlichen Aspekte in der
komplexen Behandlung schwerkranker
neurologischer Patienten noch besser
zu beleuchten. Ebenfalls sollten mehr
Standards bei der Evaluation vonModel-
len an z.B. externen Kohorten etabliert
werden. Hierzu können die vorher be-
schriebenen publizierten Datenbanken
als Benchmark dienen. Damit die Mo-
delle in der Klinik auf Akzeptanz treffen,
sollte neben einer intuitiven Benutzer-
oberfläche, ein Schwerpunkt auf das
Nachvollziehen der Entscheidung gelegt
werden. Entscheidungsbäume können
neben neueren gradientenbasierten Me-
thoden hilfreich sein.

Einen großen Vorteil bei der Anwen-
dungvonmaschinellemLernenhinsicht-
lich des medizinischen Datenschutzes
gibt es, da mehrere 100.000 Informatio-
nen über die Behandlung von Patienten
fundiert und nützlich für die Behand-
lung zukünftiger Patienten anhand von
Modellen gespeichert werden könnten.
Dies kann als eine Art Kompression der
entscheidenden Information verstanden
werden. Der „Open-source“-Gedanke ist
ein entscheidender Baustein, daher auch
eine Bereitstellung medizinischer Daten
in deidentifizierter Art und Weise. Dies
sollte in Deutschland in Zukunft noch
mehr vorangetrieben werden, ein Vor-
bild können hier bestehende Ressourcen
wie z.B. PhysioNet.org sein.

In Deutschland haben wir seit über
10 Jahren in der Medizin Prozesse opti-
miert und einen großen Wert auf Digi-
talisierung der Krankenhausstrukturen
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Tab. 3 Übersicht derwichtigsten Publikationen zur Anwendung künstlicher Intelligenz in derMedizin
Zusammenfassung Ref. Anzahl Studie Ergebnisse/Modelle

Präklinik

Krankenhausaufnahme von Patien-
ten auf der Notaufnahme vorhersa-
gen

[21] 560.486 (retrospektiv) Zwei Zentren AUC-ROC 0,87–0,92

Prospektive Detektion von Vorhof-
flimmernmittels Smartwatch

[37] 419.297 (prospektiv) Multicenter Smartwatch (App-basiert) Modell nicht publiziert (Apple)

Kardiovaskuläre Risikofaktoren
anhand von Bildern der Retina
vorhersagen

[39] 284.335 (externe
Validierung 12.026
und 999)

Multicenter Ob es sich um einen Raucher handelt (ROC-AUC 0,71) und
ein erhöhter Blutdruck vorliegt (ROC-AUC 0,70)

Intensivmedizin

Künstlicher Behandler für die Thera-
pie von Sepsis

[26] 61.533
139.000 (extern)

MIMIC
(extern eICU)

„Reinforcement learning“ („Markov decision process“)

Prädiktion hypotensiver Phasen auf
der Intensivstation

[24] 55.602
61.533

HiRID (Monocenter)
Validierung an
MIMIC

2 h vorher
XGBoost (AUC-ROC 0,94)

Vorhersage von Nierenversagen auf
der Intensivstation

[54,
56]

MIMIC Monocenter LogRed, „random forrest“, „multilayer perceptron“ (AUC-
ROC 0,78)
XGBoost (AUC-ROC 0,86)

Neurointensivmedizin
Erkennenmotorischer Antwort
anhand von EEG bei bewusstlosen
Patienten

[10] 103 (prospektiv) Monocenter Anhand von „support vector machine“ (SVM) konnten bei
15% der eingeschlossenen Patienten bei fehlender mo-
torischer Antwort im EEG eine Antwort detektiert werden

Vorhersage der Tiefe einer Narkose
bei elektiven Operationen

[43] 75 (prospektiv) Monocenter AUC-ROC von 0,92 zur Detektion von Sedierungsstufen in
Echtzeit („fine decision tree“)

Vorhersage intrakranieller Hyper-
tensionmit parenchymatöser O2-
Messung (PtiO2)

[32] 817 TBI Monocenter Logistische Regression AR-OR
(„autoregressive ordinal regression“)
30min vorher
(AUC-ROC 0,91)

Kritische Hirndruckphasen bei
Traumapatientenvorhersagen

[17,
18]

264 TBI
(extern: 120 Erwach-
sene, 79 Kinder)

Multicenter Logistische Regression
„Gaussian process models“
(AUC-RPC 0,87)

AUC „area under the curve“, EEG Elektroenzephalographie, eICU Electronic Intensive Care Unit,HiRID „high time-resolution ICU dataset“,MIMICMedical Infor-
mation Mart for Intensive ROC „reciever-operater curve“ TBI „traumatic brain injury“

gelegt. Im nächsten Schritt müssen wir
die technischen und rechtlichen Vor-
aussetzungen schaffen, um die bisher
erhobenen und zukünftigen Daten für
die KI-Forschung nutzbar zu machen.
Forschungsinitiativen einiger Kliniken
können nur eine Übergangslösung für
eine zukünftige nationale Forschungs-
plattformsein.WährendderSARS-CoV-
2(„severe acute respiratory syndrome co-
ronavirus type 2“)-Pandemie haben wir
gelernt, dass wir in Deutschland die
meisten Intensivbetten pro Einwohner
weltweit haben. Wenn wir eine nationale
Forschungsplattform hätten, in der die
Behandlungsinformationen anonymi-
siert zur Verfügung stünden, hätten wir
in Deutschland die wichtigste Ressource
für KI-Forschung in der Intensivmedi-
zin weltweit. Diese Ressource ist wichtig
für die Zukunft der KI-Forschung in

Deutschland und auch für den Wirt-
schaftsstandort Deutschland.

» Die internationale KI-
Forschungsgemeinschaft lebt
vom „Open-source“-Gedanken

Dies muss in den internationalen Wett-
bewerb mit den USA und China gestellt
werden. Beide Länder stellen schon
seit einigen Jahren medizinische Daten
anonymisiert der KI-Forschung zur Ver-
fügung (s. oben). Die internationale KI-
Forschungsgemeinschaft lebt von einem
„Open-source“-Gedanken. Daher wird
es nötig sein, bestehende internationale
Plattformen wie z.B. PhysioNet.org zu
nutzen. So könnten noch besser gene-
ralisierende Modelle trainiert werden
und ein Daten-Bias während des Trai-

nings von Modellen so gut es geht zu
minimieren.

Fürein„Decision-support“-Tool,wel-
ches auf einem KI-Modell basiert, müs-
sen bestehende Gesetze für die Zulas-
sungen von Medizinprodukten geändert
werden. Durch die gelernte Informati-
on bei laufender Nutzung kann sich das
zugrunde liegende Modell für zukünf-
tige Behandlungsempfehlungen ändern.
Neue Standards oder Behandlungsansät-
ze in derTherapie müssen in den laufen-
denBetrieb solcher Software eingepflegt/
erlernt werden. Kommerziell angebotene
Softwaremuss vor derAnwendung über-
prüft werden, ob die Vorhersagen sinn-
voll sind. Wir sehen hier insbesondere
die universitäre Medizin und die univer-
sitäre KI-Forschung in der Verantwor-
tung, solche Software zu evaluieren und
zu überwachen. Daher ist es neben der
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Mitentwicklung und Erprobung von KI
wichtig, bei dem technischen Fortschritt
in der KI-Forschung mitzuhalten. An-
sonsten machen wir uns in Deutschland
von möglicherweise nicht gut funktio-
nierenden KI-Algorithmen abhängig.

Fazit für die Praxis

4 Die neue datengetriebene Forschung
in der Medizin wird letztendlich dem
Behandlerteam und dem Patienten
zugutekommen.

4 Es wird möglich sein, sich besser in
der medizinischen Datenflut zurecht-
zufinden, Fehler zu minimieren und
präzise individuelle Vorhersagen zu
treffen.

4 Letztendlich wird die Arbeitszeit am
Computer reduziert und es bleibt
wieder mehr Zeit für den Patienten.

4 Somit werden wir diese Technik
nutzen können, um wieder ein
Stück mehr Menschlichkeit in die
Behandlung und in die Interaktion
mit dem Patienten zurückzubringen.
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